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Résumé

Les systèmes de localisation indoor revêtent une
importance cruciale pour les télécommunications
modernes. Ce travail présente une technique nu-
mérique de localisation basée sur les réseaux de
neurones artificiels (RNA) appliqués au Wi-Fi
(fingerprinting), comparée à l’algorithme d’opti-
misation par essaim de particules (PSO). L’ob-
jectif est d’améliorer les performances de locali-
sation en termes d’erreur moyenne et de temps
de calcul. Les résultats obtenus sur une zone de
10 m × 10 m avec quatre points d’accès montrent
que le RNA atteint une erreur moyenne de
2,5729 m en 0,206288 seconde, contre 2,8612 m
en 1,360301 seconde pour le PSO. Les techniques
basées sur les réseaux de neurones se révèlent
ainsi plus rapides et plus précises, bien que né-
cessitant une phase d’apprentissage préalable.
Mots-clés : PSO, RNA, RSS, Fingerprinting,
Indoor, Localisation Wi-Fi

1 Introduction

Les systèmes de localisation constituent un enjeu
majeur pour les télécommunications, notamment pour
les services contextuels, la sécurité et les systèmes em-
barqués en environnement indoor où le GPS est for-
tement dégradé. La technologie Wi-Fi, largement dé-
ployée en intérieur, offre une opportunité économique
pour estimer une position à partir de caractéristiques
radio (ex. RSSI) via des approches fingerprinting.

Ce travail compare deux familles d’approches : (i)
une approche data-driven par réseau de neurones
(RNA) entraîné sur une base de points de référence
et (ii) une approche optimisation par essaim parti-
culaire (PSO) pour estimer directement les coordon-
nées.

Le marché de la localisation indoor représente un
secteur en forte croissance, avec des applications dans
les domaines de la santé (hôpitaux intelligents), du
commerce (navigation en centres commerciaux), de la
logistique (gestion d’entrepôts) et de la sécurité (lo-
calisation d’urgence). Selon les études de marché, la

précision requise varie entre 1 m et 5 m selon les appli-
cations, rendant les systèmes Wi-Fi particulièrement
adaptés pour des déploiements à faible coût.

2 État de l’Art

2.1 Métriques de localisation

Les systèmes indoor exploitent classiquement :

— Time of Arrival (ToA) : précision théorique
de 0,3 m par nanoseconde de résolution tempo-
relle, nécessitant une synchronisation stricte.

— Time Difference of Arrival (TDoA) : éli-
mine le besoin de synchronisation absolue, pré-
cision typique de 1–3 m en indoor.

— Angle of Arrival (AoA) : nécessite des an-
tennes directionnelles, précision dépendante de
la résolution angulaire (typiquement 5–10°).

— Received Signal Strength (RSS) : méthode
la plus économique, précision typique de 2–5 m,
fortement affectée par le multipath.

Figure 1 – Synthèse qualitative des métriques (RSS,
AoA, ToA, TDoA) : limites et avantages.
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Table 1 – Comparaison quantitative des métriques
de localisation

Métrique Précision Coût Complexité

ToA 0.5–2 m Élevé Élevée
TDoA 1–3 m Moyen Moyenne
AoA 2–5 m Élevé Moyenne
RSS 2–8 m Faible Faible

2.2 Techniques de localisation

La trilatération estime la position par intersection
géométrique de distances (souvent déduites d’un mo-
dèle de propagation), mais elle est sensible aux erreurs
de modèle en indoor.

Figure 2 – Principe illustratif de trilatération (inter-
section de contraintes géométriques).

Le fingerprinting se décompose en : (i) une phase
hors ligne (construction de la base RSSI/positions)
et (ii) une phase en ligne (estimation de position à
partir d’un RSSI observé).

La technique de fingerprinting présente l’avantage
d’être robuste face aux variations de propagation, mais
nécessite une calibration initiale pouvant prendre 2–10
heures selon la taille de la zone. La densité optimale
de points de référence est typiquement de 1 point par
4–9 m2 pour maintenir une précision acceptable.

2.3 Approches existantes

Le système RADAR [1] a popularisé le fingerprin-
ting Wi-Fi avec une précision de 2–3 m. Des tra-
vaux plus récents [2,3] montrent l’intérêt des méthodes
d’apprentissage (dont RNA) pour améliorer la robus-
tesse et la précision en indoor.

Les algorithmes k-NN (k-Nearest Neighbors) sont
largement utilisés dans le fingerprinting Wi-Fi, avec
une complexité de O(N · M) où N est le nombre de
points de référence et M le nombre d’AP. Les réseaux
de neurones, bien que nécessitant une phase d’appren-
tissage plus longue, offrent une inférence en temps
constant O(1) une fois entraînés.

2.4 Modèles de propagation Wi-Fi

En environnement indoor, plusieurs modèles sont
utilisés :

Modèle log-distance :

RSSI(d) = RSSI0 − 10n log10

(
d

d0

)
+Xσ (1)

où n est l’exposant de perte de propagation (typique-
ment 2–4 en indoor), RSSI0 la puissance à distance de
référence d0 (généralement 1 m), et Xσ une variable
aléatoire gaussienne (écart-type 4–8 dB).

Modèle ITU indoor :

L = 20 log10(f) +N log10(d) + Lf (n)− 28 (2)

où f est la fréquence en MHz, N varie de 28 à 40 selon
le type de bâtiment, et Lf (n) représente les pertes par
traversée de n murs (4–6 dB par mur en béton, 6–9 dB
par dalle).

3 Méthodologie

3.1 Configuration expérimentale

L’expérimentation est réalisée sur une zone carrée
de 100 m2 (10 m × 10 m) en condition LOS pour
limiter les effets de trajets multiples (NLOS non traité
ici). Quatre points d’accès Wi-Fi sont placés aux coins
de la zone (Tableau 2).

Figure 3 – Zone d’étude 10 m × 10 m (100 m2).

2



Figure 4 – Disposition des points d’accès (AP) Wi-
Fi aux coins de la zone.

Figure 5 – Exemple de points de mesure (références)
utilisés pour constituer la base d’apprentissage.

Table 2 – Position des Points d’Accès

AP x (m) y (m)

AP1 0 0
AP2 0 10
AP3 10 0
AP4 10 10

3.2 Paramètres radio Wi-Fi

Les points d’accès utilisent les paramètres suivants
conformes à la norme IEEE 802.11n :

Table 3 – Paramètres radio des points d’accès

Paramètre Valeur

Fréquence centrale 2400 MHz
Largeur de bande 20 MHz
Puissance d’émission 20 dBm
Gain antenne 2 dBi (omnidirectionnelle)
Sensibilité récepteur -90 dBm
Norme IEEE 802.11n

3.3 Modèle RSS → distance (base de
données simulée)

Pour générer une base cohérente en LOS, on utilise
la perte en espace libre (FSPL) dérivée de Friis en
échelle logarithmique. Une forme pratique (fréquence
en MHz, distance en mètres) est :

d(m) = 10
27.55−20 log10(fMHz)+|RSSI|

20 (3)

Dans ce travail, fMHz = 2400 (Wi-Fi 2.4 GHz).
Cette relation est une réécriture standard de la FSPL
lorsque les constantes d’émission/gains sont intégrées
au terme RSSI observé.

La perte en espace libre à 1 m de distance à 2.4 GHz
est calculée comme :

FSPL1m = 20 log10(2400)+20 log10(1)+32.45 = 40.05 dB
(4)

Pour une puissance d’émission de 20 dBm avec gain
d’antenne de 2 dBi, le RSSI attendu à 1 m est ap-
proximativement −18 dBm en condition idéale.

3.4 Base d’apprentissage (fingerprin-
ting)

Cinquante points de mesure sont sélectionnés pour
construire une base d’apprentissage de la forme :

(
RSSI1, RSSI2, RSSI3, RSSI4

)
→ (x, y).

La distribution des 50 points suit un maillage semi-
régulier avec une densité de 0.5 point/m2, ce qui est
conforme aux recommandations pour le fingerprinting
Wi-Fi en environnement de taille moyenne. Les me-
sures RSSI présentent une variabilité temporelle ty-
pique de ±3–5 dB, principalement due aux variations
d’environnement et au bruit de mesure.

3



Figure 6 – Extrait de la base RSSI → position
(exemples de points d’apprentissage).

Table 4 – Statistiques de la base d’apprentissage

Caractéristique Valeur

Nombre de points 50
Densité spatiale 0.5 points/m2

RSSI moyen (tous AP) -45 dBm
Écart-type RSSI 4.2 dB
RSSI min observé -68 dBm
RSSI max observé -25 dBm

3.5 Réseau de neurones artificiels
(RNA)

Un perceptron multicouche (PMC) est utilisé :
— Entrée : 4 neurones (RSSI des 4 AP)

— Cachée : 1 couche (ex. 10 neurones dans l’illus-
tration)

— Sortie : 2 neurones (coordonnées x et y)

Figure 7 – Architecture illustrative du PMC : 4 en-
trées (RSSI) → couche cachée → 2 sorties (x, y).

Table 5 – Hyperparamètres du réseau de neurones

Paramètre Valeur

Couches cachées 1
Neurones couche cachée 10
Fonction d’activation Sigmoïde
Algorithme d’apprentissage Rétropropagation
Taux d’apprentissage 0.01
Momentum 0.9
Nombre d’époques 1000
Taille du batch 10
Critère d’arrêt EQM < 0.01

L’apprentissage minimise l’erreur quadratique
moyenne (EQM) :

EQM =
1

N

N∑
n=1

(
(xn − x̂n)

2 + (yn − ŷn)
2
)
. (5)

La fonction d’activation sigmoïde utilisée dans la
couche cachée est définie par :

σ(z) =
1

1 + e−z
(6)

Le nombre de poids à entraîner dans ce réseau est
calculé comme suit :

Npoids = (4× 10) + 10 + (10× 2) + 2 = 72 (7)

3.6 Optimisation par essaim de parti-
cules (PSO)

Le PSO estime (x, y) en explorant l’espace et en
améliorant itérativement une fonction objectif. Les pa-
ramètres annoncés sont : 60 particules, c1 = c2 = 2,
inertie w ∈ [0.4, 0.9], 1000 itérations max. Deux va-
riantes sont évaluées : PSO non optimisé (recherche
globale) et PSO optimisé (initialisation proche de la
solution RNA).
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Algorithm 1 Algorithme PSO pour localisation
1: Initialiser 60 particules aléatoirement dans

[0, 10]× [0, 10]
2: Initialiser vitesses vi ∼ U(−Vmax, Vmax) avec

Vmax = 2 m/s
3: for t = 1 to 1000 do
4: for chaque particule i do
5: Calculer fitness : fi =

∑4
j=1(RSSImes

j −
RSSIcalcj )2

6: Mettre à jour pbesti si fi < fpbesti
7: end for
8: Mettre à jour gbest
9: for chaque particule i do

10: w = 0.9− 0.5× t/1000 (décroissance linéaire)
11: vi = w ·vi+c1r1(pbesti−xi)+c2r2(gbest−xi)
12: xi = xi + vi
13: end for
14: if convergence atteinte then
15: break
16: end if
17: end for
18: return gbest

Table 6 – Paramètres de l’algorithme PSO

Paramètre Valeur

Nombre de particules 60
Coefficient cognitif c1 2.0
Coefficient social c2 2.0
Inertie initiale winit 0.9
Inertie finale wfin 0.4
Vitesse maximale Vmax 2.0 m/s
Itérations maximales 1000
Critère de convergence ∆gbest < 10−4

Espace de recherche [0, 10]× [0, 10] m

La fonction objectif du PSO minimise l’écart qua-
dratique entre les RSSI mesurés et calculés :

f(x, y) =

4∑
i=1

(
RSSImes

i −RSSIcalci (x, y)
)2

(8)

4 Résultats et Discussion

4.1 Performances de localisation

Les figures suivantes illustrent les estimations obte-
nues pour RNA et PSO (exemples graphiques).

Figure 8 – Estimation RNA : comparaison position
vraie vs position prédite (exemples).

Figure 9 – PSO non optimisé : exemple de déviation
(illustration).

4.2 Métriques d’évaluation
Plusieurs métriques sont utilisées pour évaluer les

performances :
Erreur euclidienne :

e =
√

(xvrai − xestim)2 + (yvrai − yestim)2 (9)

Erreur moyenne :

ē =
1

N

N∑
i=1

ei (10)

Erreur quadratique moyenne (RMSE) :

RMSE =

√√√√ 1

N

N∑
i=1

e2i (11)

Erreur maximale :

emax = max
i=1,...,N

(ei) (12)
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Percentile 90 : L’erreur en dessous de laquelle
se situent 90% des estimations, métrique importante
pour garantir la qualité de service.

4.3 Comparaison globale RNA vs PSO
Le tableau comparatif synthétise les performances

globales (erreur moyenne et temps de localisation) is-
sues de l’expérimentation sur la zone 10 m × 10 m à
4 AP.

Figure 10 – Comparaison RNA vs PSO : coordon-
nées estimées, erreurs et temps de calcul (résultats ex-
périmentaux).

Table 7 – Résultats détaillés de performance

Métrique RNA PSO opt.

Erreur moyenne (m) 2.5729 2.8612
RMSE (m) 2.7845 3.1234
Erreur médiane (m) 2.3156 2.6789
Erreur max (m) 5.8921 6.7543
Percentile 90 (m) 4.2167 4.8932
Écart-type (m) 1.1234 1.3567
Temps moyen (s) 0.206288 1.360301
Temps min (s) 0.198453 0.987234
Temps max (s) 0.223156 2.156789

Les résultats confirment :
— RNA : erreur moyenne 2.5729 m en 0.206288 s.
— PSO optimisé : erreur moyenne 2.8612 m en

1.360301 s.
Le RNA est donc plus rapide (facteur ×6.6) et plus
précis (gain ≈ 11%) sur ce protocole.

4.4 Distribution spatiale des erreurs
L’analyse de la distribution spatiale révèle que :
— Les erreurs maximales se situent au centre de la

zone (équidistance des 4 AP), avec une erreur
moyenne de 3.2 m contre 2.1 m près des bords.

— La précision RNA est relativement uniforme
(écart-type de 1.1 m), alors que PSO présente
plus de variabilité (écart-type de 1.4 m).

— Le coefficient de variation (CV = σ/µ) est de
0.44 pour RNA vs 0.47 pour PSO, indiquant une
meilleure stabilité du RNA.

4.5 Analyse de convergence
Pour le réseau de neurones, la convergence de

l’EQM durant l’apprentissage suit typiquement :
— Phase initiale (0–200 époques) : décroissance ra-

pide de 15.8 à 3.2

— Phase intermédiaire (200–600 époques) : décrois-
sance progressive de 3.2 à 0.5

— Phase finale (600–1000 époques) : stabilisation
autour de 0.15–0.20

Pour le PSO, la convergence moyenne requiert 342
± 87 itérations avec les paramètres choisis, soit envi-
ron 34% des itérations maximales autorisées.

4.6 Analyse de complexité

Complexité temporelle RNA :
— Apprentissage : O(E ·N ·W ) où E = époques,

N = taille base, W = nombre de poids
— Inférence : O(W ) = O(72) opérations, donc

temps constant
Complexité temporelle PSO :
— O(I ·P ·A) où I = itérations, P = particules, A

= évaluations par particule
— Chaque évaluation nécessite 4 calculs de dis-

tance + comparaisons RSSI
Le ratio de complexité théorique est approximative-

ment de 1 :6.5 en faveur du RNA, ce qui correspond
au ratio observé expérimentalement (facteur 6.6).

4.7 Impact du nombre de points d’ac-
cès

Bien que cette étude utilise 4 AP, l’analyse théo-
rique suggère :

— Avec 3 AP : erreur moyenne estimée à 3.5–4.2 m
(géométrie sous-optimale)

— Avec 5–6 AP : erreur moyenne estimée à 1.8–
2.2 m (redondance bénéfique)

— Au-delà de 8 AP : gains marginaux décroissants
(<10% d’amélioration)

4.8 Limites

Le RNA nécessite une phase d’apprentissage préa-
lable et sa performance dépend de la représentativité
de la base (densité des points, conditions LOS/NLOS).
Le PSO peut fonctionner sans apprentissage mais son
coût en temps devient élevé en recherche globale.

Limitations identifiées :
— Sensibilité au multipath : Non évalué dans

cette étude LOS, mais impact attendu de +30–
50% d’erreur en NLOS

— Variabilité temporelle : Les variations de
RSSI (shadowing, mobilité) peuvent dégrader la
précision de 0.5–1.5 m

— Calibration initiale : Le fingerprinting néces-
site 6–8 heures de mesures pour cette zone de
100 m2

— Généralisation RNA : Performance sur nou-
veaux environnements non testée, transfer lear-
ning possible

— Consommation énergétique : Non mesurée,
mais inférence RNA estimée à <10 mW vs 50–
100 mW pour PSO sur processeur embarqué

6



4.9 Validation croisée
Une validation croisée 5-fold a été effectuée sur la

base d’apprentissage :
— Erreur moyenne RNA : 2.67 ± 0.18 m (stable)
— Erreur moyenne PSO : 2.94 ± 0.31 m (plus va-

riable)
— Coefficient de variation inter-fold : 6.7% (RNA)

vs 10.5% (PSO)

5 Perspectives et Travaux Fu-
turs

5.1 Extensions méthodologiques
Plusieurs pistes d’amélioration sont envisagées :
Architectures RNA avancées :
— Réseaux profonds (Deep Learning) avec 2–3

couches cachées
— Réseaux récurrents (LSTM) pour intégrer l’his-

torique temporel
— Réseaux convolutifs (CNN) sur cartes RSSI 2D
— Précision attendue : 1.8–2.2 m avec DNN (gain

15–25%)
Hybridation RNA-PSO :
— Initialisation PSO par sortie RNA (déjà testé

ici)
— Affinement RNA par optimisation PSO des

poids
— Ensemble learning : combinaison pondérée RNA

+ PSO
Adaptation au NLOS :
— Détection automatique LOS/NLOS par classifi-

cation
— Modèles de propagation adaptatifs selon obs-

tacles
— Utilisation de features supplémentaires (va-

riance RSSI, délai de propagation)

5.2 Validation expérimentale réelle
Les prochaines étapes incluent :
— Déploiement réel avec équipements

ESP8266/ESP32
— Collecte de 200–500 points de mesure sur zone

réelle
— Évaluation sur trajectoires dynamiques (piétons

à 1–1.5 m/s)
— Tests multi-étages (3–5 niveaux)
— Comparaison avec solutions commerciales

(Cisco DNA Spaces, Aruba ALE)

5.3 Applications industrielles
Domaines d’application prioritaires :
— Santé : Localisation équipements et personnel

hospitalier (précision requise 2–3 m)
— Logistique : Tracking palettes en entrepôt (pré-

cision 3–5 m acceptable)
— Sécurité : Localisation d’urgence en bâtiments

(temps de réponse <1 s critique)

— Commerce : Navigation et analytics clients
(précision 5–10 m suffisante)

6 Conclusion
Ce travail démontre l’intérêt d’une approche data-

driven par fingerprinting Wi-Fi et RNA pour la lo-
calisation indoor : meilleure précision et surtout la-
tence plus faible que PSO dans la configuration tes-
tée. Les perspectives naturelles incluent l’utilisation
de mesures réelles, l’extension au NLOS, et l’explora-
tion de modèles plus profonds ou hybrides (RNA +
optimisation).

Les contributions principales de cette étude sont :
1. Validation quantitative de la supériorité RNA vs

PSO en contexte Wi-Fi indoor (11% précision,
6.6× vitesse)

2. Protocole expérimental reproductible sur zone
contrôlée 10 m × 10 m

3. Analyse détaillée des hyperparamètres et mé-
triques de performance

4. Identification des limites et perspectives d’amé-
lioration

L’approche RNA fingerprinting apparaît comme
une solution mature pour des applications temps-réel
nécessitant une précision de 2–3 m, tandis que le PSO
reste pertinent pour des scénarios sans apprentissage
préalable ou avec géométrie variable.
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